
ФЕДЕРАЛЬНОЕ ГОСУДАРСТВЕННОЕ АВТОНОМНОЕ
ОБРАЗОВАТЕЛЬНОЕ УЧРЕЖДЕНИЕ ВЫСШЕГО ОБРАЗОВАНИЯ

«НАЦИОНАЛЬНЫЙ ИССЛЕДОВАТЕЛЬСКИЙ УНИВЕРСИТЕТ
«ВЫСШАЯ ШКОЛА ЭКОНОМИКИ»

На правах рукописи

Неклюдов Кирилл Олегович

БАЙЕСОВСКИЙ ПОДХОД В ГЛУБИННОМ ОБУЧЕНИИ:
УЛУЧШЕНИЕ ДИСКРИМИНАТИВНЫХ И

ГЕНЕРАТИВНЫХМОДЕЛЕЙ

РЕЗЮМЕ
диссертации на соискание учёной степени

кандидата компьютерных наук

Москва — 2020



Диссертационная работа выполнена в федеральном государ-
ственном автономном образовательном учреждении высшего образова-
ния «Национальный исследовательский университет «Высшая школа
экономики».

Научный руководитель: Ветров Дмитрий Петрович, к.ф.-м.н.,
профессор-исследователь, Национальный исследовательский универси-
тет «Высшая школа экономики».



Тема диссертации

В этой работе используется формализм Байесовской статистики для
улучшения существующих моделей глубокого обучения различными спо-
собами. Основываясь на технике дважды-стохастического вариационно-
го вывода [1], данная работа предлагает две вероятностные модели для
глубоких дискриминативных сетей. Первая модель позволяет получить
структурированную разреженность сверточных нейронных сетей (CNN)
и, как следствие, их ускорение. Вторая модель улучшает оценку неопре-
деленности в задаче классификации с помощью общепринятых архитек-
тур CNN. Также в работе рассматриваются генеративные модели глубин-
ного обучения. Рассматривая проблему генерации с точки зрения мето-
дов Монте Карло с Марковскими цепями (MCMC), в настоящей работе
предлагается алгоритм, который улучшает производительность генера-
тивных соревновательных сетей (GAN) [2]. А именно, в работе предлага-
ется неявный алгоритм Метрополиса-Гастингса и проводится его асимп-
тотический анализ. Этот алгоритм можно рассматривать как адаптацию
обычного алгоритма Метрополиса-Гастингса [3] на случай когда пред-
ложное распределение задано неявно, а целевое распределение эмпири-
чески.

Актуальность работы.
Машинное обучение — это научный подход, позволяющий стро-

ить модели (алгоритмы) на основе данных. Алгоритмы машинного обу-
чения находят свое практическое применение в задачах, где решение не
может быть строго формализовано или явно запрограммировано. Основ-
ными областями применения являются компьютерное зрение, моделиро-
вание естественных языков, распознавание речи. Здесь мы предоставля-
ем неформальное описание концепции машинного обучения. Для точной
формулировки, а также примеров алгоритмов и приложений мы отсылаем
читателя к [4; 5].

Классическая дихотомия машинного обучения это разделение меж-
ду обучением с учителем и обучением без учителя. Целью обучения с
учителем является построение функции из объектов (обычно описывае-
мых действительнозначными векторами, называемыми признаки), в мет-
ки (также действительнозначные вектора в наиболее общем виде). Далее
мы будем называть эту функцию модель. Чтобы построить такую   модель,
обычно ее формулируют параметрическим образом, то есть определя-
ют функцию (например, аналитическую) или алгоритм, который выдает
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предсказание метки основываясь на входных значениях признаков и всех
значениях параметров. Далее, среди всех возможных значений парамет-
ров мы выбираем конфигурацию, наиболее подходящую для нашей зада-
чи. Процесс выбора называется обучение. Для обучения, обычно опреде-
ляют функцию потерь в совместном пространстве предсказаний и меток.
Функция потерь определяет меру «правильности» прогноза, например,
она равна нулю, если прогноз верен и растет с величиной его ошибки.
При заданной функции потерь и обучающей выборке   (подмножество объ-
ектов с метками из генеральной совокупности данных), процесс обуче-
ния может быть сформулирован как задача оптимизации в пространстве
параметров. То есть нам нужно найти такую   конфигурацию параметров,
которая дает минимум функции потерь на обучающей выборке. Обычно
эта конфигурация находится методами градиентной оптимизации.

Основная цель обучения без учителя — обнаружить внутренюю
структуру данных. Другими словами, для каждого объекта (его призна-
кового описания) в имеющихся данных нам необходимы найти скрытую
переменную, которая наилучшим образом описывает этот объект. Однако
точное понятие о структуре (пространстве скрытых переменных) суще-
ственно зависит от природы данных и предполагаемого использования
скрытых переменных. Чтобы снабдить читателя интуицией, мы кратко
опишем несколько примеров задач обучения без учителя. Задача класте-
ризации является одной из наиболее распространенных задач в обучении
без учителя и может быть неформально описана как «нахождение меток
без меток в обучающих данных». То есть, каждому объекту обучающей
выборки нам нужно присвоить метку, где метка является дискретной пе-
ременной, а объекты с одинаковой меткой образуют кластер. Иногда нам
также необходимо определить структуру множества меток (его мощность
и отношения порядка). Другой популярный подход в обучении без учите-
ля — авто-кодировщики. Они кодируют объект в пространство скрытых
представлений, а затем декодируют полученное скрытое представление
обратно в исходное пространство, пытаясь восстановить исходный объ-
ект как можно точнее. Пространство скрытых представлений обычно вы-
бирают исходя из желаемых свойств. Например, авто-кодировщик может
“сжимать” объекты, отображая их в низкоразмерные скрытые представ-
ления. В контексте текущей работы, наиболее важными примерами обу-
чения без учителя являются генеративные модели. В генеративных моде-
лях мы предполагаем, что наблюдаемые эмпирические данные (обучаю-
щая выборка) представляют собой подмножество объектов из некоторо-
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го неизвестного распределения. Тогда наша цель заключается в том что-
бы восстановить это неизвестное распределение путем создания модели,
которая может генерировать объекты из этого распределения. Наиболее
популярными подходами к изучению таких моделей являются контраст-
ная дивергенция [6], вариационные авто-кодировщики [7; 8], генератив-
ные соревновательные сети [2], нормализующие потоки [9].

Основополагающим моментом в разработке методов машинного
обучения и их приложений является выбор признакового описания объ-
ектов. Одни из самых сложных объектов для анализа — это изображения,
тексты, звуки из-за их высокой размерности и сложной внутренней струк-
туры. Для таких данных, до выхода прорывной работы [10], признаковые
описания строились только на основе экспертных знаний в соответству-
ющей области. Например, в компьютерном зрении, признаки SIFT [11] и
HOG [12] были общепринятыми стандартами описаниями изображений.
Глубинное обучение [13; 14] автоматизировало процесс построения при-
знакового описания объектов. Основная идея этого подхода заключается в
построении многоуровневой модели для извлечения представлений дан-
ных с несколькими уровнями абстракции. Модели глубокого обучения в
значительной степени полагаются на искусственные нейронные сети, ко-
торые также известны как универсальные аппроксиматоры. Однако спо-
собность аппроксимировать любую функцию недостаточна для построе-
ния хорошей модели. Модель также должна учитывать природу данных,
например, CNNs [15] являются инвариантными к сдвигам, что делает их
хорошо подходящими для изображений, а LSTM [16] препятствует зату-
ханию градиента на длинных последовательностей, что делает их подхо-
дящими для текстов.

В этой работе мы в значительной степени полагаемся на формализм
Байесовских рассуждений [17]. В качестве примера Байесовской модели,
мы рассмотрим задачу обучения с учителем. Как и в общей постановке,
у нас есть модель, которая определяет правдоподобие, например, вероят-
ность получения правильной метки для заданного объекта и конкретных
значений параметров. Помимо модели, мы также задаем априорное рас-
пределение параметров, которое содержит наши первоначальные знания
о задаче. При заданных правдоподобии и априорном распределении, на
этапе обучения мы теперь хотим найти не единственную конфигурацию
параметров, а распределение в пространстве параметров (называемое
апостериорным). Такой подход имеет ряд преимуществ, некоторые из
которых мы перечисляем далее. Прежде всего, если точно определить
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апостериорное распределение, то вместо одной модели можно использо-
вать ансамбль моделей (веса пропорциональны плотности апостериорно-
го распределения), который дает лучшее качество. Во-вторых, используя
априорное распространение, можно инкорпорировать первоначальные
знания о задаче в модель. В-третьих, можно выполнять инкрементальное
обучение, включив информацию о ранее полученных данных в априор-
ное распределение. Чтобы подчеркнуть основные принципы Байесовско-
го вывода, мы приводим его связь с принципом максимальной энтропии
[18], который является наиболее общим подходом к построению модели
из данных. Эта связь точно описывается Джейнсом [17]:
“Байесовский метод и метод максимальной энтропии отличаются в
одном аспекте. Обе процедуры предоставляют оптимальные способы
построения модели исходя из информации, которой они обладают, но
для Байесовского анализа мы можем выбрать модель; это означает
выбор некоторого априорного распределения — или некоторой рабочей
гипотезы — о наблюдаемом явлении. Обычно такие гипотезы выходят
за рамки того, что непосредственно наблюдается в данных, и, в этом
смысле, мы можем сказать, что Байесовские методы являются — или,
по крайней мере, могут являться — спекулятивными. В то же время,
если наши гипотезы верны, то мы ожидаем, что Байесовские методы
дают лучшие результаты, чем метод максимальной энтропии; если же
они ложны, результаты Байесовского вывода, вероятно, будут хуже.”

Таким образом, для разработки эффективного алгоритма (дискрими-
нативного или генеративного) нам нужно выбрать модель, которая учи-
тывает знание предметной области. В современном машинном обучении
такие модели обычно используют подход глубинного обучения, напри-
мер, CNN для изображений и LSTM для последовательностей. Исполь-
зование моделей глубинного обучения в Байесовском выводе привело к
возникновению отдельной области — Байесовское глубинное обучение.
Центральным методом в Байесовском глубинном обучении является два-
жды стохастический вариационный вывод [1]. Основной работой в этой
области является Вариационный Дропаут [19], который рассматривает
CNN как модель правдоподобия в Байесовском выводе и интерпретирует
слой дропаута как вариационное приближение апостериорного распреде-
ления. После этого, было продемонстрировано, что использование лог-
равномерного распределения в качестве априорного, позволяет добить-
ся разреженности в глубоких нейронных сетях [20]. Однако такую   раз-
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реженность нельзя использовать для ускорения глубоких нейронных се-
тях, поскольку она не обладает структурой. В данной работе предлага-
ется модель, которая учитывает архитектуру свёрточных нейронных се-
тей (CNN) и пораждает структурированную разреженность, тем самым
позволяя ускорить CNN. Помимо дропаут слоя, еще одной точкой сопри-
косновения традиционных алгоритмов глубинного обучения и Байесов-
ским глубинным обучением является батч-нормализация. Рассматривая
случайный выбор батча в качестве источника шума, мы предлагаем веро-
ятностную модель батч-нормализации. Затем, используя предложенную
модель, мы улучшаем производительность нескольких моделей с точки
зрения оценки неопределенности.

Байесовское глубинное обучение в значительной степени опирает-
ся на тот факт, что современные модели глубинного обучения эффектив-
но используют предметные знания об области задачи. Другим направле-
нием использования моделей глубинного обучения в Байесовских мето-
дах является улучшение приближенного Байесовского вывода, когда точ-
ное определение апостериорного распределения невозможно. Одними из
инструментов приближенного вывода являются методы Монте-Карло с
Марковскими цепями (MCMC), которые можно использовать для опи-
сания апостериорного распределения с помощью сэмплирования. Выбор
конкретного алгоритма MCMC является существенным для такой задачи.
На практике обычно требуется получить алгоритм, который быстро схо-
дится к областям высокой плотности вероятности и быстро перемещает-
ся между модами распределения. Чтобы построить такой алгоритм, воз-
можно использовать семейство гибких моделей глубинного обучения для
аппроксимации целевого распределения. Одними из первых примеров та-
ких алгоритмов являются NICE-MC [21] и L2HMC [22]. В данной работе
мы предлагаем альтернативный подход к обучению алгоритма сэмплиро-
вания, выводя функцию потерь для независимого предложного распреде-
ления в алгоритме Метрополиса-Гастингса. Помимо этого, мы выходим
за рамки традиционной постановки задачи и рассматриваем адаптацию
алгоритма Метрополиса-Гастингса на случай неявного предложного рас-
пределения и эмпирического целевого распределения. Мы называем эту
адаптацию неявным алгоритмом Метрополиса-Гастингса и проводим ее
эмпирический и теоретический анализ.

Целью работы является улучшение современных моделей глубин-
ного обучения с использованием Байесовского подхода. Рассматривае-
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мыми улучшениями являются улучшение качества и получение новых
свойств моделей, таких как разреженность и оценка неопределенности.

Основные результаты и выводы

Новизна работы заключается в том, что впервые показаны следую-
щий пункты.

1. Байесовские вероятностные модели позволяют получить струк-
турированную разреженность в глубоких свёрточных нейронных
сетях.

2. Батч-нормализация может быть сформулирована как вероятност-
ная модель, с консистентными этапами обучения и применения.

3. Оптимизация симметричной КЛ-дивергенции позволяет полу-
чить эффективные предложные распределения в независимом ал-
горитме Метрополиса-Гастингса.

4. Используя приближение теста Метрополиса-Гастингса, возмож-
но уменьшить ошибку приближения целевого распределения
неявной вероятностной моделью.

Теоретическая и практическая значимость. Полученные резуль-
таты расширяют область применения свёрточных нейронных сетей путем
сжатия и ускорения традиционных архитектур. Для аналитических целе-
вых распределений (заданных как ненормированная плотность) в рабо-
те предлагается метод построения вычислительно эффективного сэмпле-
ра. Для неявных генеративных моделей, таких как GAN и VAE, в работе
предлагается процедура фильтрации, которая демонстрирует консистент-
ное улучшение на практике. Кроме того, мы выводим верхнюю оценку на
расстояние между генерируемым распределением неявной модели и це-
левым эмпирическим распределением.

Методология и подход. Эта работа использует вероятностный под-
ход в глубинном обучении. Для реализации алгоритмов были использо-
ваны следующие инструменты: Python; NumPy, PyTorch, Theano, Lasagne
frameworks.

Достоверность полученных результатов достигается детальным
описанием методов и алгоритмов, доказательством теорем, а также опи-
санием экспериментов и предоставлением открытого кода, которые спо-
собствует воспроизводимости результатов.

Результаты выносимые на защиту:
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1. Алгоритм структурированного разреживания свёрточных ней-
ронных сетей.

2. Вероятностная формулировка батч-нормализации, и алгоритм
для оценки неопределенности.

3. Адаптация общепринятого алгоритма Метрополиса-Гастингса на
случай неявного предложного распределения и эмпирического
целевого распределения.

Личный вклад в результаты выносимые на защиту. В двух ос-
новных статьях результаты получены лично автором, то есть автором
предложены ключевые научные идеи, реализованы и проведены экспе-
рименты, написаны статьи. Вклад других соавторов — обзор кода экс-
периментов, техническая помощь в дизайне экспериментов, обсуждение
полученных результатов, редактирование текстов статей, обсуждение по-
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страницы.

1 Содержание работы

1.1. Cтруктурированноe Байесовскоe Разреживаниe

В первой главе описывается модель структурированного Байесов-
ского разреживания, которая способна индуцировать произвольные пат-
терны структурированной разреженности параметров нейронной сети
или её промежуточных представлений. Модель использует стохастиче-
ский вариационный вывод для настройки своих параметров. Помимо это-
го, в этой главе описан корректный аналог лог-равномерного априорно-
го распределения, вызывающего разреженность, [20; 23], который поз-
воляет нам сформулировать правильную вероятностную модель и избе-
жать проблем, возникающих при использовании вырожденного априор-
ного распределения. Таким образом, мы можем получить новый Байесов-
ский метод регуляризации нейронных сетей, который приводит к струк-
турированной разреженности. Дополнительно, предложенная модель мо-
жет быть представлена в виде отдельного слоя, что существенно упроща-
ет ее имплементацию практически без дополнительных вычислительных
затрат и позволяет инкорпорировать модель в существующие архитекту-
ры нейронных сетей.
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Для заданной вероятностной модели p(y |x,θ), наша цель найти оп-
тимальные значения параметров θ модели используя обучающую выбор-
ку D = {(xi,yi)}Ni=1. Априорные знания о параметрах θ задаются с помо-
щью априорного распределения p(θ). Используя теорему Байеса мы по-
лучаем апостериорное распределение p(θ | D) = p(D | θ)p(θ)/p(D).

Однако вычисление апостериорного распределения с помощью тео-
ремы Байеса обычно требует вычисление интегралов, которые не вы-
ражается аналитически. Для преодоление трудностей интегрирования,
на практике прибегают к приближенным техникам вывода. Один из са-
мых распространённых приближенных методов это вариационный вы-
вод. В этом подходе неизвестное распределение p(θ | D) приближается
другим параметрическим распределением qϕ(θ) с помощью минимизации
дивергенции Кульбака-Лейблера KL(qϕ(θ) ∥ p(θ | D)). Минимизация КЛ-
дивергенции эквивалентна максимизации вариационной нижней оценки
L(ϕ).

L(ϕ) = LD(ϕ)− KL(qϕ(θ) ∥ p(θ)), (1)

где LD(ϕ) =

N∑
i=1

Eqϕ(θ) log p(yi |xi,θ) (2)

Предложенная модель может быть сформулирована как отдельный
дропаут слой с входным вектором x ∈ RI , который является I-мерным
признаковым описанием одного объекта, и выходным вектором y ∈ RI

того же размера. Под входным вектором x обычно подразумеваются ак-
тивации предыдущего слоя. В таком случае выходной вектор y будет ис-
пользоваться в качестве входного вектора следующего слоя. Мы следуем
общему способу построения дропаут слоёв (3). Каждый входной признак
xi умножается на случайную величину θi имеющую плотность pnoise(θ).
Например, для бинарного дропаута pnoise(θ) является полностью факто-
ризованным распределением Бернулли pnoise(θi) = Bernoulli(p), а для
Гауссовского дропаута распределение является полностью факторизован-
ным Гауссовским распределением pnoise(θi) = N (1, α).

yi = xi · θi θ ∼ pnoise(θ) (3)

Далее мы следуем Байесовскому подходу по отношению к перемен-
ной θ. Чтобы получить разреженное решение, в качестве априорного рас-
пределения p(θ) можно выбрать полностью факторизованное транкиро-
ванное лог-равномерное распределение. Для аппроксимационного семей-
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Таблица 1: Сравнение разных техник разреживания (SparseVD [20]) для VGG-
подобных архитектур на CIFAR-10. StructuredBP соответствует оригинальной
модели структурного Байесовского разреживания, а StructuredBPa соответствует
той же модели со шкалирование КЛ-дивергенции. k — мультипликатор шири-
ны слоя задающий число фильтров и нейронов в каждом слое сети (width(k) =
k × original width)

k Метод Ошибка % Элементов в слое CPU GPU FLOPs
1.0 Original 7.2 64− 64− 128− 128− 256− 256− 256− 512− 512− 512− 512− 512− 512− 512 1.00× 1.00× 1.00×

SparseVD 7.2 64− 62− 128− 126− 234− 155− 31− 81− 76− 9− 138− 101− 413− 373 2.50× 1.69× 2.27×
(ours) StructuredBP 7.5 64− 62− 128− 126− 234− 155− 31− 79− 73− 9− 59− 73− 56− 27 2.71× 1.74× 2.30×
(ours) StructuredBPa 9.0 44− 54− 92− 115− 234− 155− 31− 76− 55− 9− 34− 35− 21− 280 3.68× 2.06× 3.16×
1.5 Original 6.8 96− 96− 192− 192− 384− 384− 384− 768− 768− 768− 768− 768− 768− 768 1.00× 1.00× 1.00×

SparseVD 7.0 96− 78− 191− 146− 254− 126− 27− 79− 74− 9− 137− 100− 416− 479 3.35× 2.16× 3.27×
(ours) StructuredBP 7.2 96− 77− 190− 146− 254− 126− 26− 79− 70− 9− 71− 82− 79− 49 3.63× 2.17× 3.32×
(ours) StructuredBPa 7.8 77− 74− 161− 146− 254− 125− 26− 78− 66− 9− 47− 55− 54− 237 4.47× 2.47× 3.93×

ства мы выбираем транкированное лог-нормальное распределение. Тогда
модель слоя может быть сформулирована следующим образом.

yi = xi · θi p(θi) = LogU[a,b](θi) q(θi |µi, σi) = LogN[a,b](θi |µi, σ
2
i ) (4)

Эксперименты показывают, что предложенная модель приводит к
высокому уровню групповой разреженности и значительному ускоре-
нию сверточных нейронных сетей с незначительным падением точности.
Мы демонстрируем производительность нашего метода на архитектурах
LeNet и VGG, используя наборы данных MNIST и CIFAR-10. Результаты
для VGG-подобных архитектур на наборе данных CIFAR-10 представле-
ны в Таблице 1. Для каждой архитектуры мы приводим количество со-
храненных нейронов и фильтров, и полученное ускорение. Мы также де-
монстрируем, что оптимизация в пространстве вариационных параметров
(µ, σ) приводит к улучшению качества модели и позволяет более эффек-
тивно выполнять разреживание по сравнению с оптимизацией только дис-
персии шума. В качестве дополнительного свойства, мы показываем, что
сеть структурированное Байесовское разреживание не переобучается на
случайно размеченных данных, что является недостатком при обучении
общепринятых архитектур.

1.2. Стохастическая Батч-нормализация

Во второй главе мы исследуем технику батч-нормализации, и пред-
лагаем ее вероятностную интерпретацию. Слой батч-нормализации явля-
ется неотъемлемой частью любой глубокой сверточной архитектуры. В
нашей работе мы рассматриваем батч-нормализацию как стохастический
слой и предлагаем способ ансамблирования сетей использующих её. Од-
нако, наивный способ требует больших затрат на вычисление и память.
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Поэтому мы предлегаем аналог — стохастическую батч-нормализацию
(SBN) — эффективную и масштабируемую приближенную технику.

Мы рассматриваем задачу обучения с учителем на обучающей вы-
борке D = {(xi, yi)}Ni=1. Цель обучения заключается в нахождении пара-
метров θ предсказательного распределения pθ(y |x) моделируемого ней-
ронной сетью. Для решения этой задачи обычно используется стохасти-
ческий градиентный спуск, например, [24].

Батч-нормализация пытается сохранить нулевое мат. ожидание и
единичную дисперсию активаций всех слоев нейронной сети. Чтобы до-
биться этого слой батч-нормализации вычисляет выборочное среднее
µ(B) и дисперсию σ2(B) по одному батчу B во время обучения и исполь-
зует аккумулированные статистики во время предсказания:

BNtrain
γ,β (xi) =

xi − µ(B)√
σ2(B) + ϵ

·γ+β BNtest
γ,β(xi) =

xi − µ̂√
σ̂2 + ϵ

·γ+β (5)

где γ, β — обучаемые параметры батч-нормализации (масштаб и сдвиг) и
ϵ константа использующаяся для численной стабильности. Во время обу-
чения среднее и дисперсия вычисляются по случайно выбранному батчу
(µ(B), σ(B)), в то время как во время применения используется экспонен-
циальное сглаживание статистик (µ̂, σ̂2). Далее мы избавляемся от этой
неконсистентности в предложенной вероятностной модели.

Из уравнения (5) видно что при вычислении батч-нормализации для
xi результат зависит от всего батча B. Эта зависимость может быть пере-
формулирована в терминах статистик батча µ(B), σ(B):

pθ(yi |xi,B\i) = pθ(yi|xi, µ(B), σ(B)), (6)

где B\i — батч без xi. Из-за случайности выбора батчей во время обу-
чения, для конкретного xi, B\i является случайной величиной, тогда ста-
тистики батча могут быть интерпретированы как случайные величины.
Условное распределение pθ(µ, σ |xi,B\i) является произведением двух
дельта-функций Дирака в точках µ(B) и σ(B), т.к. статистики являются
детерминированными функциями батча, и распределение среднего и дис-
персии при заданном xi это мат. ожидание по распределению батчей. Во
время предсказания мы усредняем распределение pθ(y|x, µ, σ2) по стати-
стикам:

pθ(µ, σ|xi) = E
B\i

δµ(B)(µ)δσ(B)(σ) pθ(y|x) = E
pθ(µ,σ|x)

p(y|x, µ, σ) (7)
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В работе, мы демонстрируем что во время обучения батч-
нормализация (5) выполняет несмещенную одноточечную Монте-Карло
оценку градиента на нижнюю оценку маргинального правдоподобия
(7). Таким образом, такая вероятностная модель соответствует батч-
нормализации во время обучеия. Однако, на этапе предсказания батч-
нормализация обычно использует экспоненциальное сглаживание стати-
стик Eµ ≈ µ̂,Eσ ≈ σ̂, которое может рассматриваться как смещенная
оценка (7):

E
pθ(µ,σ|xi)

p(yi|xi, µ, σ) ≈ pθ(y|x,Eµ,Eσ)

Прямая Монте-Карло оценка может быть использована для несме-
щенной оценки (7), однако, она имеет ограничения на практике. Действи-
тельно, для получения одного сэмпла распределения статистик (7) нам
необходимо сделать прямой проход для всего батча. Таким образом, для
получения Монте-Карло оценки для одного тестового объекта, нам необ-
ходимо сделать несколько прямых проходов с разными батчами из обуча-
ющей выборки. Для устранения этого недостатка мы предлагаем стоха-
стическую батч-нормализацию.

Чтобы снизить затраты на вычисления и память Монте-Карло
оценки, мы предлагаем приблизить распределение статистик батч-
нормализации pθ(µ, σ |xi) с помощью полностью факторизованного
параметрического семейства pθ(µ, σ |xi) ≈ r(µ)r(σ). Мы параметризуем
r(µ) и r(σ) следующим образом:

r(µ) = N (µ|mµ, s2µ) r(σ) = LogN (σ|mσ, s2σ) (8)

Данная аппроксимация хорошо работает на практике, в частности
мы демонстрируем, что она позволяет точно приблизить маргинальные
распределения. Поскольку аппроксимация больше не зависит от обучаю-
щих данных, сэмплы для каждого слоя могут быть получены без выпол-
нения прямого прохода для всего батча, что позволяет эффективно вычис-
лять предсказания. На практике, чтобы сделать прогноз для одного тесто-
вого объекта, можно продублировать объект K раз и пропустить весь батч
через сеть только один раз, независимо сэмплируя статистики для каждой
копии и усредняя результаты для такого “виртуального батча”. Эта про-
цедура в K раз быстрее по сравнению с прямой оценкой Монте-Карло.

Чтобы найти параметры {mµ, sµ,mσ, sσ} мы минимизируем КЛ-
дивергенцию между распределением порождаемым батч-нормализацией
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(7) и нашим приближением r(µ)r(σ) для каждого объекта:

DKL

(
1/N

∑N
i=1pθ(µ, σ |xi)

∣∣∣∣ r(µ)r(σ)) −→ min
mµ,sµ,mσ ,sσ

Поскольку r принадлежит экспоненциальному семейству, эта зада-
ча минимизации эквивалетна приравниванию моментов распределений и
не требует вычисления градиентов. В нашей реализации мы используем
экспоненциальное сглаживание для аппроксимации достаточных стати-
стик среднего и дисперсии распределения. Это можно сделать для любой
предварительно обученной сети с батч-нормализацией.

(а) Результаты для VGG-11 (б) Результаты для ResNet-18

Рис. 1: Эмпирическая функция распределения энтропии на внедоменных дан-
ных. VGG-11 и ResNet-18 на пяти классах из CIFAR-10, не использовавших-
ся во время обучения. SBN соответствует модели со стохастической батч-
нормализацией. Чем правее и ниже идут графики, тем лучше оценка неопреде-
ленности.

Чтобы показать что наш метод масштабируется на глубокие свер-
точные архитектуры, мы приводим результаты экспериментом на VGG-
подобных и ResNet архитектурах. Мы разбиваем CIFAR-10 на два набора
данных (CIFAR-5), и изображаем график эмпирической функции распре-
деления энтропии на Рис. 1. Мы обучали модели на случайно выбранных
5 классах и оценивали уровень неопределенности на оставшихся.

1.3. Выбор Предложного Распределения дляМетрополиса-Гастингса

Значительную часть методов MCMC можно рассматривать как ал-
горитм Метрополиса-Гастингса (MH) с различными предложными рас-
пределениями. С этой точки зрения, проблема построения сэмплера мо-
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жет быть сведена к вопросу — как выбрать предложное распределение
MH алгоритма? Пытаясь ответить на этот вопрос, мы предлагаем обучать
независимое предложное распределение, которое максимизирует вероят-
ность принятия в МН алгоритме. Как мы демонстрируем, данный подход
тесно связан с вариационным выводом. Для Байесовского вывода пред-
ложенный метод выгодно отличается от альтернатив на задаче сэмпли-
рования из апостериорного распределения. В рамках того же подхода мы
выходим за рамки классических методов MCMC и выводим с нуля подход
генеративных соревновательных моделей (GAN), рассматривая генератор
как предложное распределение и дискриминатор как тест Метрополиса-
Гастингса.

Вероятность принятия в MH алгоритме тесно связана с детальным
балансом. В крайнем случае, когда вероятность принятия достигает мак-
симального значения, распределения p(x′)q(x |x′) и p(x)q(x′ |x) должны
совпадать (с точностью до множества меры нуль) в совместном простран-
стве предыдущей точки x и предложенной точки x′. В таком случае, мы
можем сказать что условие детального баланса выполнено:

p(x′)q(x |x′) = p(x)q(x′ |x) ∀x,x′. (9)

Оказывется, что вероятность принятия определяет расстояние между рас-
пределениями p(x′)q(x |x′) и p(x)q(x′ |x), или насколько хорошо выпол-
нено условие детального баланса для предложного распределения q(· | ·).
Мы формализуем эту связь в следующей теореме.

Теорема 1. Для случайной величины ξ = p(x′)q(x |x′)
p(x)q(x′ |x) , x ∼ p(x), x′ ∼

q(x′ |x)

AR = Eξ min{1, ξ} = 1− 1

2
Eξ|ξ − 1| =

= 1− TV
(
p(x′)q(x |x′)

∥∥∥∥p(x)q(x′ |x)), (10)

где TV — расстояние полной вариации.

Переформулировка в терминах полной вариации позволяет нам по-
лучить нижнюю оценку на вероятность принятия с помощью неравенства
Пинскера.

AR ≥ 1−

√
1

2
· KL

(
p(x′)q(x |x′)

∥∥∥∥p(x)q(x′ |x)). (11)
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Мы предлагаем использовать вероятность принятия или его ниж-
нюю границу в качестве целевой функции для обучения предложного рас-
пределения. Однако, использование этого для Марковского предложно-
го распределения может привести к вырожденному решению решению
q(x′ |x) = δ(x′ − x), которое дает максимальную вероятность принятия.
Это происходит из-за того, что условие детального баланса и вероятность
принятия не учитывают автокорреляцию цепочки. В этой работе мы до-
биваемся нулевой автокорреляции предложенных сэмплов и исключаем
вырожденное решение, рассматривая независимые предложные распре-
деления.

Для независимых предложных распределений, нижняя оценка из
(11) может быть переписана как симметричная КЛ-дивергенция между
p(·) и q(·)

AR ≥ 1−

√
1

2

(
KL(q(x)∥p(x)) + KL(p(x)∥q(x))

)
, (12)

глобальный максимум которой достигается при q(x) = p(x), и, следова-
тельно, при максимальной вероятности принятия AR = 1. В работе мы
демонстрируем что полученная нижняя оценка проводит связь предло-
женного подхода с вариационным выводом и генеративными соревнова-
тельными моделями. В контексте Байесовского вывода, полученная ниж-
няя оценка может быть предпочтительной оптимизации вероятность при-
нятия, т.к. может быть оценена только по батчу данных.

В этой главе, мы предлагаем алгоритм для обучения параметров
ϕ независимого предложного распределения qϕ(x). В качестве целевых
функций для оптимизации мы используем вероятность принятия MH ал-
горитма и её нижнюю оценку. Для удобства, мы переписываем эти функ-
ции как функции потерь следующим образом. Максимизация вероятности
принятия эквивалентна минимизации потерь:

LAR(ϕ) = −AR = −E x ∼ p(x)
x′ ∼ qϕ(x

′)

min
{
1,

p(x′)qϕ(x)

qϕ(x′)p(x)

}
. (13)

Для максимизации нижней оценки, функция потерь может быть записана
как

LKL(ϕ) = KL(qϕ(x)∥p(x)) + KL(p(x)∥qϕ(x)) = (14)

= −E x ∼ p(x)
x′ ∼ qϕ(x

′)

log
(
p(x′)qϕ(x)

qϕ(x′)p(x)

)
. (15)

17



Таблица 2: Краткое описание двух постановок для целевого p(x) и предложного
q(x) распределений.

Постановка Плотность p(x) Сэмплы из p(x) Плотность q(x) Отношение плотностей

Постановка с плотностью дана независимый MH дана дано

Эмпирическая постановка недоступна даны недоступна соревновательное обучение

Variational Inference Acceptance Rate Acceptance Rate Lower Bound

0

40

80

120

160

Рис. 2: Двумерные гистограммы 25 · 103 сэмплов из MH алгоритма с разными
предложными распределениями. Слева направо предложные распределения обу-
чены с помощью вариационного вывода, максимизации вероятности принятия,
максимизации нижней оценки на вероятность принятия.

Для оценки L(ϕ), необходимо вычислить отношение плотностей на
сэмплах из целевого распределения x ∼ p(x) и предложного x′ ∼ qϕ(x

′).
В зависимости от формы в которой задано целевое распределение, у нас
возникают разные проблемы при оценке функции потерь.

Если целевое распределение задано как ненормированная плотность
(мы называем это постановка с плотностью), мы предлагаем исполь-
зовать явные вероятностные модели, в качестве предложного распреде-
ления, чтобы вычислять отношение плотностей точно. Для получения
сэмплов из целевого распределения, в этой постановке мы предлагаем ис-
пользовать независимый MH алгоритм с текущим предложным распреде-
лением.

Если целевое распределение задано эмпирически (мы называем это
эмпирическая постановка), сэмплы из целевого и предложного распреде-
лений доступны, однако мы не можем вычислить отношение плотностей,
для этого мы предлагаем приблизить это отношение с помощью соревно-
вательного обучения.

Краткого описание обоих постановок приведено в Таблице 2.
Мы демонстрируем эмпирические результаты для обеих постано-

вок. В постановке с плотностью, предложенный алгоритм оказывается
предпочтительнее в задаче сэмплирования из апостериорного распреде-
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ления Байесовской логистической регрессии. В эмпирической постанов-
ке, мы демонстрируем улучшения различных GAN моделей с помощью
применения MH алгоритма на этапе выполнения.

В качестве иллюстрации, мы демонстрируем двумерные гистограм-
мы сэмплов из смеси шести Гауссиан для разных методов (Рис. 2).

1.4. Неявный Алгоритм Метрополиса-Гастингса

В предыдущей главе мы предлагаем использовать дискримина-
тор GAN для фильтрации нереалистичных сэмплов генератора. Здесь
мы обобщаем и обосновываем эту идею, вводя неявный алгоритм
Метрополиса-Гастингса. Для любой неявной вероятностной модели и
целевого распределения, представленного эмпирически, неявный алго-
ритм Метрополиса-Гастингса обучает дискриминатор для оценки от-
ношения плотности, а затем генерирует цепочку сэмплов. Поскольку
аппроксимация отношения плотностей вносит ошибку на каждом шаге
цепочки, крайне важно проанализировать стационарное распределение
такой цепочки. С этой целью мы приводим теоретический результат,
утверждающий, что функция потерь дискриминатора является верхней
оценкой на расстояние между целевым распределением и стационарным
распределением цепочки.

Algorithm 1 Неявный алгоритм Метрополиса-Гастингса
input целевой набор данных D
input неявная модель q(x | y)
input обученный дискриминатор d(·,·)

y ∼ D инициализация из данных
for i = 0 . . . n do

сгенерировать предложную точку x ∼ q(x | y)
P = min{1,d(x,y)d(y,x)}

xi

{
x, с вероятностью P

y, с вероятностью (1− P )
y ← xi

end for
output {x0, . . . , xn}

Целью неявного алгоритма Метрополиса-Гастингса является сэм-
плирование из эмпирического целевого распределения p(x), x ∈ RD, в то
время как доступны сэмплы только из неявного предложного распределе-
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ния q(x | y). При заданном дискриминаторе d(x,y), алгоритм генерирует
цепочку сэмплов как описано в Алгоритме 1.

Мы строим наши рассуждения, сначала предполагая, что цепь гене-
рируется с использованием некоторого дискриминатора, а затем последо-
вательно вводим условия на дискриминатор и ограничиваем сверху рас-
стояние между цепочкой и целевым распределением. Наконец, мы вы-
водим верхнюю границу, которую можно минимизировать относительно
параметров дискриминатора. Мы рассматриваем случай неявного Мар-
ковского предложного распределения, но все выводы справедливы и для
независимых предложных распределений.

Ядро перехода в неявном алгоритме Метрополиса-Гастингса это

t(x | y) =q(x | y)min
{
1,

d(x,y)

d(y,x)

}
+ (16)

+ δ(x− y)

∫
dx′q(x′ | y)

(
1−min

{
1,

d(x′,y)

d(y,x′)

})
. (17)

Далее мы хотим чтобы стационарное распределение t∞ нашей Мар-
ковской цепочки было как можно ближе к целевому распределению p. В
качестве меры близости распределений мы рассматриваем стандартную
метрику для анализа в MCMC — расстояние полной вариации

∥t∞ − p∥TV =
1

2

∫
|t∞(x)− p(x)|dx. (18)

Мы предполагаем, что предложное распределение q(x | y) задано, но раз-
личные d(x,y) приводят к разным t∞. Поэтому мы хотим вывести верх-
нюю оценку на расстояние ∥t∞ − p∥TV и минимизировать её относитель-
но параметров дискриминатора d(x,y). Мы выводим эту верхнюю оценку
в три этапа.

Когда переходное ядро удовлетворяет условию миноризации, Мар-
ковская цепочка сходится “быстро” к стационарному распределению. Мы
формализуем это утверждение в следующем Предложении.

Предложение 1. Рассмотрим переходное ядро t(x | y) которое удовле-
творяет условию миноризации t(x | y) > εν(x) для некоторого ε > 0,
и распределения ν. Тогда расстояние между двумя последовательными
шагами уменьшается как:

∥tn+2 − tn+1∥TV ≤ (1− ε) ∥tn+1 − tn∥TV , (19)

где распределение tk+1(x) =
∫
t(x | y)tk(y)dy.
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Чтобы гарантировать условие миноризации для нашего переходного
ядра t(x | y), мы требуем чтобы предложное распределение q(x | y) удо-
влетворяло условию миноризации с некоторой константой ε и распреде-
лением ν (заметьте, что для независимых распределений условие мино-
ризации выполняется автоматически с ε = 1). Также мы ограничиваем
область определения дискриминатора как d(x,y) ∈ [b,1] ∀x,y, где b это
некоторая положительная константа, которая является гиперпараметром
алгоритма. Из этого требования следует

t(x | y) ≥ bq(x | y) > bεν(x). (20)

Выбирая целевое распределение p(x) в качестве начального распределе-
ния t0(x) нашей цепочки t(x | y), мы сводим задачу оценки расстояния
∥t∞ − p∥TV к задаче оценке расстояния ∥t1 − p∥TV :

∥t∞ − p∥TV ≤
1

bε
∥t1 − p∥TV . (21)

Однако, наивная оценка t1(x) приводит к смещенной оценки
∥t1 − p∥TV , так как мат. ожидание находится внутри нелинейной функ-
ции. Для преодоления этой проблемы мы оцениваем сверху это расстоя-
ние в следующем предложении.

Предложение 2. Для ядра t(x | y) неявного алгоритма Метрополиса-
Гастингса, расстояние между начальным распределением p(x) и распре-
делением t1(x) имеет следующую верхнюю оценку

∥t1 − p∥TV ≤ 2

∥∥∥∥q(y |x)p(x)− q(x | y)p(y)d(x,y)
d(y,x)

∥∥∥∥
TV

, (22)

где TV-расстояние справа вычисляется в совместном пространстве
(x,y) ∈ RD × RD.

Чтобы сверху ограничить TV-расстояние ∥α− β∥TV с помощью КЛ-
дивергенции KL(α∥β) можно использовать неравенство Пинскера:

2 ∥α− β∥2TV ≤ KL(α∥β). (23)

Однако, в неравенстве Пинскера подразумевается что α и β являют-
ся распределениями, в то время как это не всегда верно для функций
q(x | y)p(y)d(x,y)d(y,x) в (22). В следующем предложении мы расширяем нера-
венство Пинскера на случай когда одна из функций не нормированна.
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Предложение 3. Для распределения α(x) и некоторой положительной
функции f(x) > 0 ∀x следующее неравенство имеет место:

∥α− f∥2TV ≤
(
2Cf + 1

6

)
(K̂L(α∥f) + Cf − 1), (24)

где Cf — нормировочная константа функции f : Cf =
∫
f(x)dx, и

K̂L(α∥f) формальное вычисление КЛ-дивергенции

K̂L(α∥f) =
∫

α(x) log
α(x)

f(x)
dx. (25)

Объединяя все результаты, мы получаем следующую верхнюю
оценку.

∥t∞ − p∥2TV ≤
1

b2ε2
∥t1 − p∥2TV ≤ (26)

≤ 4

b2ε2

∥∥∥∥q(y |x)p(x)− q(x | y)p(y)d(x,y)
d(y,x)

∥∥∥∥2
TV

≤ (27)

≤
(
4 + 2b

3ε2b3

)(
E x ∼ p(x)

y ∼ q(y |x)

[
log

d(y,x)

d(x,y)
+

d(y,x)

d(x,y)

]
︸ ︷︷ ︸

потери дискриминатора

− (28)

−1 + KL
(
q(y |x)p(x)

∥∥∥∥q(x | y)p(y)))
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Рис. 3: Монотонные улучшение в терминах FID и IS для обучения дискриминато-
ра с помощью кросс-энтропии. Во время итераций, мы вычисляем метрики 5 раз
(точки), а затем усредняем их (сплошные линии). Для одного вычисления мет-
рики мы используем 104 сэмплов. Высокие значения IS и низкие значения FID
свидетельствуют о более высоком качестве. Качество оригинального генератора
соответствует нулевой итерации на каждом графике.

Мы приводим эмпирические результаты предложенного алгоритма
и проверку теории как для независимых, так и для Марковских предлож-
ных распределений. В обоих случаях сэмплирование с помощью неяв-
ного алгоритма MH лучше, чем сэмплирование напрямую из генератора.
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Для независимых предложных распределений, мы проверяем наш тео-
ретический результат, демонстрируя монотонные улучшения качества на
протяжении всего обучения дискриминатора (Рис. 3). Более того, исполь-
зование Марковского предложного распределения в неявном алгоритме
Метрополиса-Гастингса выгодно отличается от использования независи-
мых предложных распределений.

Заключение

Основные результаты работы могут быть резюмированы следую-
щим образом

1. Предложена модель Структурированного Байесовского Разрежи-
вания (SBP) для получения структурированной разреженности
свёрточных нейронных сетей. Модель может быть сформулиро-
вана как дропаут слой индуцирующий мультипликативный шум
на выходы предыдущего слоя. Основой модели является апри-
орное распределение индуцирующее разреженность и настройка
параметров распределения с помощью стохастического вариаци-
онного вывода. SBP слой может использовать произвольные пат-
терны для разреживания его входов и адаптивной регуляризации.
Мы применяем SBP для того чтобы снизить число используемых
нейронов и фильтров в свёрточной нейронной сети и демонстри-
руем значительное практическое ускорение без внесения моди-
фикаций в имплементацию нейросетей.

2. Предложена вероятностная формулировка батч-нормализации и
алгоритм оценки неопределенности. Мы рассматриваем вероят-
ностный подход и разрабатываем новый алгоритм, который ведет
себя консистентно на этапах обучения и тестирования. Мы срав-
ниваем эффективность предложенного алгоритма с аналогичны-
ми методами для задач классификации изображений и оценки
неопределенности.

3. Подходя к проблеме сэмплирования с точки зрения алгорит-
ма Метрополиса-Гастингса мы предлагаем эффективные реше-
ния как для эмпирических, так и для аналитических распределе-
ний. В этом подходе мы демонстрируем, что естественной функ-
цией потерь для оптимизации независимого предложного рас-
пределения является симметричная КЛ-дивергенция. По сравне-
нию с вариационным выводом эта процедура учитывает прямую
КЛ-дивергенцию, тем самым способствуя покрытию различных
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мод. Для эмпирических распределений, например, набора изоб-
ражений, оптимизация симметричной КЛ эквивалентна обычно-
му обучению генеративных соревновательных сетей (GAN). Тем
не менее, наш подход позволяет нам аппроксимировать алгоритм
Метрополиса-Гастингса и получить стабильные улучшения по
сравнению с GAN.

4. Мы предлагаем неявный алгоритм Метрополиса-Гастингса для
сэмплирования из эмпирического целевого распределения, ис-
пользуя неявную вероятностную модель в качестве предложного
распределения. В теоретической части статьи мы выводим верх-
нюю оценку расстояния между целевым распределением и стаци-
онарным распределением Марковской цепочки. Тем самым, мы
обосновываем предложенную ранее эвристическую процедуру и
выводим функцию потерь для случая Марковского предложного
распределения. Более того, постобработка в неявном алгоритме
Метрополиса-Гастингса может рассматриваться как усовершен-
ствование любой неявной модели. В экспериментальной части
статьи мы эмпирически проверяем предложенный алгоритм на
реальных наборах данных (CIFAR-10 и CelebA). Для обеих за-
дач, фильтрация с помощью предложенного алгоритма уменьша-
ет ошибку приближения целевого распределения неявной моде-
лью.
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